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Introducao e objetivo

O risco de inadimpléncia é relevante na concessao de crédito, pois a classificacao incorreta de
um cliente pode gerar perdas financeiras. Neste trabalho, foi utilizada a base Default of Credit Card
Clients, disponibilizada no UCI Machine Learning Repository [1]. A variavel resposta indica se o
cliente apresentou inadimpléncia no més seguinte.

A base contém 30.000 clientes, sendo 23.364 nao inadimplentes e 6.636 inadimplentes. Como
a classe 1 representa apenas 22,12% das observacoes, um modelo pode alcancar uma taxa global
elevada e ainda identificar poucos inadimplentes.

Classe Quantidade Proporcao
0: nao inadimplente 23.364 77,88%
1: inadimplente 6.636 22,12%

Objetivo: aplicar a analise discriminante linear para classificar clientes quanto a inadimpléncia e
comparar o desempenho do modelo antes e depois do uso do SMOTE.

Metodologia

As variaveis categéricas foram transformadas em fatores. Em seguida, os dados foram emba-
ralhados com semente fixa e separados em 75% para treino e 25% para teste. O conjunto de treino
foi usado no ajuste dos modelos, enquanto as 6.000 observacoes do teste foram reservadas para
a avaliacao final.

@ Ajuste da analise discriminante linear nos dados originais de treino.

@ Avaliacao pela matriz de confusao e pelas taxas de acerto de cada classe.

@ Aplicacao do SMOTE somente no conjunto de treino.

@ Novo ajuste da analise discriminante e comparagcao no mesmo conjunto de teste.

O SMOTE [3] cria observacoes sintéticas da classe minoritaria por interpolacao. Para uma observagcao
minoritaria Xx; e um de seus vizinhos mais proximos x,,,, a hova observacao é

Xnovo:Xi+)\(Xviz_Xi)a 0 S )\§ 1.

Usou-se step_smote (), do pacote themis do R, com k = 5 vizinhos e over_ratio = 1,0
que deixou o treino com 50% de cada classe. O teste manteve a distribuicao original. O cddigo esta
disponivel em [8].

Analise discriminante linear

A analise discriminante compara as distribuicoes das classes e constréi uma regra de
classificacao. Admitindo que o vetor de caracteristicas da classe k segue uma distribuicao nor-
mal multivariada, sua densidade &

fi(X) = (27T)P/12\Z\1/2 eXP{—%(X — ) =N (x - Mk)} -

Na LDA, as classes compartilham a matriz de covariancia X. Ao comparar o logaritmo das
densidades e incorporar a probabilidade a priori m, obtém-se a funcao discriminante [2].

A funcao discriminante linear da classe k é

_ 1 _
Ok(X) = X" X puy — kT + log ().

A regra atribui o cliente a classe com maior escore:

AN

G(x) = argmax Jx(X).
ke{0,1}

Para duas classes, a direcao de Fisher pode ser escrita como

a=% ' —p), Z=a'x

Nessas expressoes, u, € 0 vetor médio da classe k, X € a matriz de covariancia comum e 7, €
a probabilidade a priori. O escore Z é comparado a um ponto de corte. A QDA foi descartada por
instabilidade numérica.

Modelo antes do SMOTE

O modelo original apresentou elevada taxa de acerto global, mas reconheceu apenas 26,05%
dos inadimplentes. A distribuicao dos escores mostra sobreposicao entre as classes, especialmente
proximo ao ponto de corte.

Distribuicao da Funcao Discriminante antes do SMOTE
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Figura: Distribuicao da funcao discriminante antes do SMOTE.

Matriz de confusao antes do SMOTE

Classe predita

Classereal 0O 1
0 4560 150
1 954 336

Cédigo e materiais

Modelo depois do SMOTE

Apds o balanceamento do conjunto de treino, 0 modelo passou a reconhecer uma parcela
maior dos clientes inadimplentes. A taxa de acerto da classe 1 aumentou para 61,78%, embora a
separacao visual entre as distribuicoes ainda apresente sobreposicao.

Distribuicdo da Funcao Discriminante depois do SMOTE
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Figura: Distribuicao da funcao discriminante depois do SMOTE.

Matriz de confusao depois do SMOTE

Classe predita

Classereal O 1
0 3380 1330
1 493 797

Medidas de avaliacao

Considerando o inadimplente como a classe positiva, denotam-se por VP e VN os verdadeiros
positivos e negativos, e por FP e FN os falsos positivos e negativos. As medidas utilizadas foram

Acerto global = VP + VN
S = VP T VN T FP+ FN
VN
Acerto da classe 0 = VN + EP’
VP
Acerto da classe 1 = VP N’
Taxa de falsos positivos = FP
P VN FP
. FN
Taxa de falsos negativos = VPt FN

Essas medidas sao necessarias porque a taxa global pode ocultar um desempenho fraco na
classe minoritaria.

Comparacao dos modelos

Medida Antes Depois

Taxa de acerto global 81,60% 69,62%
Taxa de acerto da classe 0 96,82% 71,76%
Taxa de acerto da classe 1 26,05% 61,78%
Taxa de falsos positivos 3,18%  28,24%
Taxa de falsos negativos 73,95% 38,22%
Taxa média entre as classes 61,43% 66,77%

O modelo sem SMOTE favoreceu a classe majoritaria. Com o SMOTE, a taxa global diminuiu,
mas a identificacao de inadimplentes melhorou de forma expressiva. Também houve redug¢ao dos
falsos negativos, que correspondem aos inadimplentes classificados como nao inadimplentes. Em
contrapartida, aumentou a proporcao de clientes nao inadimplentes classificados como inadimplen-

| 26% — 62%

acerto na classe de inadimplentes, antes e depois do SMOTE

O SMOTE nao melhorou todas as medidas simultaneamente. Ele produziu uma regra mais
equilibrada entre as classes e mais adequada quando a prioridade é reconhecer clientes com risco
de inadimpléncia.

Conclusao

A taxa de acerto global, isoladamente, nao descreveu adequadamente o desempenho do mo-
delo em uma base desbalanceada. Antes do SMOTE, o modelo acertou a maioria dos clientes, mas
deixou de reconhecer grande parte dos inadimplentes. Depois do SMOTE, houve perda de acerto
na classe 0 e ganho relevante na classe 1.

Assim, a escolha do modelo depende do custo associado a cada tipo de classificagao incorreta.
Em aplicacOes de crédito nas quais o falso negativo representa maior risco financeiro, 0 modelo
com SMOTE oferece uma alternativa mais coerente com o objetivo da analise.

Como trabalhos futuros, podem ser avaliados modelos especificos para dados desbalanceados,
como Floresta Aleatéria Balanceada [4], Naive Bayes com Estrutura de Arvore [5], Naive Bayes
Complementar [6] e variagoes da regressao logistica [7].
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